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Multiple Sequence Alignment

wersja 2.0.1 (20.10.2026)

1. Wprowadzenie do problemu dopasowania wielu sekwenc;ji
(MSA)

Analiza i poréwnywanie sekwencji pozwalajg wnioskowac o funkcji genéw i biatek, pokrewienstwie organizmmow,
konserwowanych fragmentach ewolucyjnych, a takze o mozliwych mutacjach zwigzanych z chorobami. Z tego
powodu dopasowywanie sekwencji nalezy do najwazniejszych problemow obliczeniowych w bioinformatyce.

Najprostsza wersjg tego zadania jest dopasowanie pary sekwencji. Jego celem jest takie ustawienie dwdch
napisow wzgledem siebie, aby podobne lub identyczne pozycje znalazty sie w tych samych kolumnach. W
praktyce wolno przy tym wstawia¢ znaki przerwy (gaps), najczesciej oznaczane jako ,-”, ktore reprezentujg
insercje lub delecje powstate w procesie ewolucji. Dopasowanie ocenia sie przy uzyciu funkcji punktowej:
zgodnos¢ znakow zwykle zwieksza wynik, niezgodnos$é go obniza, a wstawienie luki jest karane. Juz na tym
poziomie wida¢ wyraznie informatyczny charakter problemu: trzeba zdefiniowaé reprezentacje rozwigzania,

funkcje celu oraz znalez¢ algorytm wyznaczajgcy rozwigzanie najlepsze lub przynajmniej bardzo dobre.

W wielu zastosowaniach poréwnanie tylko dwéch sekwenciji nie wystarcza. Wtedy naturalnym rozszerzeniem
jest MSA (Multiple Sequence Alignment) czyli dopasowanie wielu sekwencji jednoczesnie. Celem nie jest juz
tylko stwierdzenie, czy dwie sekwencje sg podobne, ale znalezienie wspdlnego uktadu kolumn dla zbioru danych.

Wazne jest spojrzenie na MSA jako na problem optymalizacyjny. Rozwigzaniem jest tutaj pewne uporzadkowanie
sekwencji z dopuszczonymi lukami, natomiast jako$¢ rozwigzania mierzy sie za pomoca funkcji oceny. Jedna z
najczesciej stosowanych jest metoda sum-of-pairs, w ktdrej cate dopasowanie ocenia sie jako sume ocen
wszystkich dopasowan parami w kazdej kolumnie. Taki model jest intuicyjny i dobrze nadaje sie do analizy
algorytmicznej, ale szybko okazuje sie, ze przestrzenn mozliwych rozwigzan rosnie bardzo gwattownie wraz z
liczbg sekwencji i ich dtugoscig. O ile dla dwdéch sekwencji istnieja klasyczne algorytmy dynamiczne
wyznaczajgce rozwigzanie optymalne, o tyle dla wielu sekwencji problem staje sie znacznie trudniejszy
obliczeniowo i w praktyce wymaga stosowania heurystyk oraz metod przyblizonych.

W dalszej czesci materiatu problem MSA bedzie traktowany formalnie jako zadanie optymalizacyjne: zostanie
zdefiniowana reprezentacja dopasowania, funkcja oceny oraz sposéb obliczania wartosci rozwigzania na
konkretnym przyktadzie. Takie ujecie pozwala przej$¢é od intuicyjnego poréwnywania sekwencji do Scistego
modelu, ktéry mozna analizowaé, implementowac i rozwigzywaé¢ metodami algorytmicznymi.



2. Teoria

2.1 Multiple Sequence Alignment dla sekwencji DNA

Zatozmy, ze mamy dopasowac takie 4 sekwencje (w1-w4 : wiersze od 1 do 4).

AGTCGTAG wl AGTCGTAG
ATCGTCG  =» dopasowujemy, np. tak: = w2 A-TCGTCG
GTAG w3 ----GTAG
GTAGAG wa -GTAG-AG

Nalezy teraz jakos ocenic¢ jakos¢ dopasowania. Potrzebujemy czesciowych punktéw wg skali:

e match, +1 punkt,np. AzA, GzG, itd.

e mismatch, -1 punkt,np. AzG

®  gaPopens Sopen = -2 punkty — ,otwierajacy” znak —, np. wiersze 3 i 4 z pierwszej kolumny, ale teZ druga
kolumna wiersza w2 oraz szésta kolumna dla wiersza w4 — to sa ,,otwarcia” przerwy pomiedzy
nukleotydami

®  gapextends Sext = -1 punkt, w przyktadzie to druga, trzecia i czwarta kolumna wiersza w3

e gapvs gap: 0 (zero) punktéw.

Ocena za cate dopasowanie to suma ocen czesciowych kazdy-z-kazdym, okresla ja dwumian Newtona, w
naszym przypadku ,,4 na 2” (= 6), gdzie 4 to liczba wierszy. Musimy oceni¢ dopasowania w1-w2 potem w1-w3,
w1-w4, w2-w3, w2-w4 i ostatecznie w3-w4.

2.1.1 Przyktad

Ocena za dopasowania w1 z w2:
AGTCGTAG
A-TCGTCG

match A-A: +1 match G-G: +1
8open G ,,—" 1 -2 punkty match T-T: +1
match T-T: +1 mismatch A-C: -1
match C-C: +1 match G-G: +1

Czylisumawl-w2to: +1-2+1+1+1+1-1+1=3.

Ocena za dopasowaniaw1 z w3:
AGTCGTAG

----GTAG
Sopen A ,,="1 -2 punkty match G-G : +1
Zext G ,,—": -1 punkt match T-T : +1

Gext T =1 -1 match A-A : +1
8ext C ,, =71 -1 match G-G : +1

Suma w1-w3: 21-1-1T+1+1+1+1=-5+4=-




Ocena za dopasowania w1 z w4:
AGTCGTAG
-GTAG-AG

Sopen Al ,,=" 1 -2 punkty match G-G: +1

match G-G: +1 Sopen T 1 ,,2—" 1 -2 punkty
match T-T: +1 match A-A: +1
mismatch C-A: -1 match G-G: +1
Suma w1-w4: 2+1+11+1-2+1+1=0

Ocena za dopasowania w2 z w3:

A-TCGTCG

----GTAG

Sopen Ai ,,=" 1 -2 punkty match G-G: +1
poréwnanie ,,-” z ,,—” : 0 punktéw match T-T: +1

Sopen T 1 ,=" 1 -2 punkty mismatch C-A: -1

8ext Ci,,=" 1 -1 punkt match G-G: +1
Suma w2-w3: 2+0-2-1+1+1-1+1=-3

Ocena za dopasowania w2 z w4:

A-TCGTCG

- GTAG-AG

Sopen Ai ,,=" 1 -2 punkty match G-G: +1

Sopen »— 1 G 1 -2 punkty Sopen T 1 ,,2=" 1 -2 punkty
match T-T: +1 mismatch C-A: -1
mismatch C-A: -1 match G-G: +1
Suma w2-w4: 2-2+1-1+1-2-1+1=-5

Ocena za dopasowania w3 z w4:

----GTAG

-GTAG-AG

poréwnanie ,,-” z ,,—~” : 0 punktéw match G-G: +1

Gopen »— 1 G 1 -2 punkty Gopen T 1 ,=" 1 -2 punkty
Sext »— 1 T :-1punkt match A-A: +1

Sext »— 1 A1 -1 punkt match G-G: +1

Suma w3-w4: +0-2-1-141-2+1+1=-3

Ocena catkowita dopasowania: SP=3-1+0-3-5-3=-9

Czy to duzo czy mato? Nie wiemy, mozemy co najwyzej stworzy¢ inne dopasowania i poréwnywac wyniki.

Naszym celem jest oczywiscie maksymalizacja, czyli najlepsze dopasowania to te z najwiekszg liczbg, nawet

gdyby byta ona ujemna.



2.2 MSA dla aminokwasow

W przypadku sekwencji biatkowych ocena dopasowania jest zwykle bardziej realistyczna niz dla prostego
schematu ,,zgodnosé/niezgodnoscé”, poniewaz nie wszystkie zamiany aminokwasow sa biologicznie jednakowo
prawdopodobne. Z tego powodu stosuje sie macierze podstawien takie jak BLOSUMG62, ktére przypisuja
punktacje kazdej parze aminokwaséw. Wysokie wartosci dodatnie odpowiadajg zamianom czestym i
biologicznie , akceptowalnym”, natomiast wartosci ujemne oznaczajg podstawienia rzadsze lub mniegj
prawdopodobne. Kary za luki nie sg czescig samej macierzy i muszg zostac¢ okreslone osobno. W ponizszym
przyktadzie pokazano sposéb oceny dopasowania sekwencji biatkowych z uzyciem fragmentu macierzy
BLOSUMG62 oraz przyjetego modelu kar za luki, tak aby zilustrowac, jak zmienia sie punktacja w poréwnaniu z
prostszymi przyktadami dla sekwencji DNA.

2.2.1 Przyktad: 5 sekwencji, przyktadowe dopasowanie.

BLOSUMG62 - uproszczona tabela dla przyktadu z kilkoma aminokwasami (petna jest wieksza):

A Cc G P T
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G 0| -3 6 0| -2 2| -4
2| -3 0 6| -2 1 0| -4

P -1 3| 2| -2 71 -1 1| -4
1) -1 0 1| 1 1| -4

T o -1, -2 0| 1 1 5| -4

AGTCGTAGNPST wl: AGTCGTAG P T
ASTCGTAGPST w2: A TCGTAG P T
GTPGAGNST w3: GTPG AG T
ANCGTNPT w4: A CGT P T
GATAPS w5: G ATA P

Pierwsze cztery dopasowania z (g) = 10 (kazdy wiersz z kazdym):

Ocena za dopasowanie w1 z w2:

AGTCGTAG P T

A TCGTAG P T

A-A: +4 G-G: +6 gap Ni,-":-4 punkty
G-S: 0 T-T: +5 P-P: +7
T-T: +5 A-A: +4 S-S: +4
C-C: 49 G-G: +6 T-T: +5

Sumaw1l-w2: +4+0+5+9+6 +5+4 +6 -4 +7 +4 +5 =51




Dopasowanie w1z w3:
AGTCGTAG P T

GTPG AG T
gap Ai,—": -4 punkty G-G: +6 N-N: +6
G-G: +6 gap Ti,=":-4 punkty gap Pi,—":-4 punkty
T-T: +5 A-A: +4 S-S: +4
C-P: -3 G-G: +6 T-T: +5
Suma w1-w3: -4+6+5-3+6-4+4+6+6 -4 +4 +5=27

Dopasowanie w1 z w4:
AGTCGTAG P T

A cCaeT P T

A-A: +4 G-G: +6 N-N: +6

gap Gi,-": -4 punkty T-T: +5 P-P: +7

T-N: 0 gap Ai,-":-4 punkty gap Si,—": -4 punkty
C-C: 49 gap Gi,-": -4 punkty T-T: +5

Suma w1-w4: +4-4+0+9+6+5-4-4+6+7-4+5=26

Dopasowanie w1 z wb5:
AGTCGTAG PST

G ATA P
gap Ai,-":-4 punkty G-A: 0 gap Ni,=": -4 punkty
G-G: +6 T-T: 45 P-P: +7
gap Ti,=":-4 punkty A-A: +4 S-S: +4
gap Ci,—": -4 punkty gap Gi,-": -4 punkty gapTi,—":-4 punkty
Suma w1-wb: A4+6-4-4+0+5+4-4-4+7+4-4=2

Pozostate pary wierszy:
e sumaw2-w3=11 e sumaw2-w5=0 e sumaw3-wb=-14
e sumaw2-w4=16 e sumaw3-w4=-14 e sumaw4-wb =-20

Wszystkie “czesci” dopasowania (dla 5 sekwencji mamy tgcznie 10 par):

e wl-w2=51 e wWl-wh=2 e W2-w5=0 e wW4-w5=-20
e wW1l-w3=27 e WwW2-w3=11 e wW3-w4d=-14
e wW1l-w4=26 e WwW2-w4d=16 e wW3-wb=-14

Zatem wartos$¢ catego dopasowania wynosi: SP=51+27+26+2+11+16+0-14-14-20=85



A teraz przyjmiemy: Zopen = -12, Gext = -1

Ocena za dopasowanie w1 z w2:
AGTCGTAG P T
ASTCGTAG P T

A-A: +4 G-G: +6 Zopen N i ,,—” 1 =12 punktow
G-S: +0 T-T: +5 P-P: +7

T-T: +5 A-A: +4 S-S: +4

C-C: +9 G-G: +6 T-T: +5

Sumaw1l-w2: +4+0+5+9+6+5+4 +6-12+7 +4 +5=43

Dopasowanie w1 z w3:
AGTCGTAG P T

GTPG A G T
Sopen AT ,,—" 1 -12 punktow G-G: +6 N-N: +6
G-G: +6 Sopen T1 ,,=" 1 -12 punktéw Sopen P 1,1 -12 punktow
T-T: +5 A-A: +4 S-S: +4
C-P: -3 G-G: +6 T-T: +5
Sumaw1-w3: -12+6+5-3+6-12+4+6+6-12+4+5=3

Dopasowanie w1 z w4:
AGTCGTAG PST

A caGT P T

A-A: +4 G-G: +6 N-N: +6

Zopen G i ,—" 1 -12 punktow T-T: +5 P-P: +7

T-N: +0 Sopen Al ,,—" 1 -12 punktow Sopen S i ,,—" 1 -12 punktow
C-C: 49 8ext G i ,,—" -1 punkt T-T: +5

Suma w1-w4: +4-12+0+9+6+5-12-1+6+7-12+5=5

Dopasowanie w1 z w5:
AGTCGTAG PST

G ATA P
Sopen AT ,,—" 1 -12 punktow G-A: +0 Zext N'i ,,=" 1 -1 punkt
G-G: +6 T-T: +5 P-P: +7
Sopen T1 ,—" 1 -12 punktéw A-A: +4 S-S: +4
Zext Ci ,=" 1 -1 punkt Zopen G i ,=" 1 -12 punktéw Gopen T 1 ,="1-12 punktéw
Suma w1-w5: 12+6-12-1+0+5+4-12-1+7 +4-12=-24

Pozostate pary wierszy:
e sumaw2-w3=-21 e sumaw3-w4 =-59
e sumaw2-w4=-13 e sumaw3-wb=-48

e sumaw2-wb=-29 e sumaw4-wb=-73



Wszystkie elementy czesciowe dopasowania:

e wl-w2=43 e wl-wb=-24 e wW2-w5=-29 e w4-w5=-73
e wl-w3=3 e wW2-w3=-21 e w3-w4=-59
e wl-w4=5 e wW2-w4=-13 o w3-w5=-48

Zatem:SP=43+3+5-24-21-13-29-59-48-73=-216. To jest formalnie poprawne dla konwencji
BLAST/NCBI.

2.3 Algorytm

Ok, tak mozemy sobie to rozpisywac¢ samodzielnie na kartce. Ale trzeba to jakos$ zrobi¢ w programie. Wracamy
do DNA. Spéjrzmy jeszcze raz na dopasowanie:

wl AGTCGTAG

w2 A-TCGTCG

w3 --=--GTAG

w4 - GTAG-AG
Macierz binarna:

11111111

1 111111

1111

1111 11

Czyli wida¢ teraz, ze nasze dopasowanie moze by¢ opisane macierzg, w ktérej jedynka oznacza litere, a zero
oznacza kreske. Tylko tyle i az tyle. Ale uwaga, z tego wynika jednak genialnie prosty i trywialny sposéb
generowania rozwigzan losowych:

e musimy wygenerowac tyle wierszy zer i jedynek ile jest sekwencji do dopasowania,
e wiersz opisujgcy dang sekwencje wejsciowg musi mieé¢ doktadnie tyle jedynek, ile dane sekwencja
ma liter (ale moze je mie¢ gdziekolwiek i jakkolwiek rozdzielone zerami).

Kolumny w tej macierzy mozemy sobie nazywac jak chcemy, przy czym czesto, choéby w kontekscie algorytmow
metaheurystycznych nazywa sie je ruchami (w sensie: ruch ktéry zmienia jedno rozwigzanie w drugie, wzglednie
pewna liczba znanych juz ruchéw (utozen) tworzy nowe rozwigzanie). W tym znaczenie ruch to cos, co prowadzi
nas dalej, do konsktrukcji rozwigzania dopuszczalnego. Rozwigzanie dopuszczalne jest zdefiniowane tymi
dwoma powyzszymi punktami nad tym akapitem, to jest, musi mie¢ tyle wierszy, ile sekwencji oraz liczba
jedynek w wierszu musi sie rdwnaé¢ liczbie liter w danej sekwencji (reszta to zera). Nalezy tutaj zwréci¢ uwage
na to, ze kolumna sktadajgca sie z samych zer nie ma wielkiego sensu — mozna by jg dodaé wiele razy, ale poza
obnizaniem wyniku funkcji celu nie stuzytaby ona do niczego pozytywnego...

Nalezy tez zauwazyé, ze kazdy ruch mozna ocenia¢ (prawie) niezaleznie. ,,Prawie” poniewaz dla okreslania gapopen
/ 8apextena W aktualnie analizowanej kolumnie, musimy odwotaé sie do tego co jest w wierszu w kolumnie
wczesniejszej, czyli tej po lewej stronie od aktualne;.

e Innymi stowy: w wierszy X w kolumnie Y natrafiamy na kreske, czyli gap. Czy ona kosztuje ocene -1 punkt
czy -2 punkty, zalezy od tego co jest w kolumnie Y-1 tego samego wiersza.
o Jakjesttam juz kreska, to teraz mamy -1, bo to ,,tylko” gapextend-



o Ajezeliw kolumnie Y-1 jest jakakolwiek litera, to znaczy, ze teraz, w kulumnie Y, ta nasza kreska to
gaPopen, CZYyli -2 punkty do oceny.

Rysunekraz jeszcze:

wl AGTCGTAG
w2 A-TCGTCG
w3 --=--GTAG
w4 -GTAG-AG
Macierz binarna:

wl 11111111
w2 1 111111
w3 1111
w4 1111 11

Np. pierwsza kolumna to ,,1 1 0 0”. Jest tam +1 punkt za prawidtowe dopasowanie nukletydéw A z pierwszego i
drugiego wiersza. A takze cztery raz po -2 punkty za ,,gapoepen” (Wiersz w1l z w3 (-2 pkt.) i i w4 (-2 pkt.), oraz wiersz
w2 zw3 (-2 pkt) iw2 zw4 (-2). Razem: +1-2-2-2-2=-7 (jest jeszcze poréwnanie w3 z w4, ale to jest , kreska
z kreska” czyli zero punktéw ktdre wyniku nie zmienia!)

W drugiej kolumnie ,,1 00 1” mamy ,,8apopen” (W1 vs. W2, w2 vs. w4 oraz w3 vs. w4 (! patrz nizej), kazdy karany -2
pkt.), dwa razy ,,g8apexend” (W1 z w3 oraz w3 z w4, kazde karane -1 pkt), 1 match (w1 z w4, +1 pkt). Poréwnanie
gap’éw (w2 zw3) jest za zaro punktow. Czyli -2 -1 +1 +0 -2 -2 =-6 (w1-w2; w1-w3; w1-w4; w2-w3, w2-w4, w3-w4).
Kazdy ruch/kolumne mozna wiec oceniaé niezaleznie kolumna po kolumnie, tak jak na poprzedniej stronie byto
pokazane, jak wiersz po wierszu liczyliSmy funkcje celu/jako$é dopasowania.

Uwaga, wazne: w3 vs w4 to gapopen, POmMimMo, ze to druga kreska w w3 — chodzi o to, ze dopiero w tej kolumnie
pojawia sie pierwsza litera (G, po kresce) w w4! Czyli jezeli mamy dwa wiersze, i w poprzedniej kolumnie dla nich
byty kreski (w obu, w tym przyktadzie jest tak w pierwszej kolumnie) a w aktualnej kolumnie jest litera/kreska (w
przyktadzie: kreska w w3, litera w w4) to jest to wcigz gapopen pomimo faktu, ze to juz druga kolejna kreska dla w3!
Jeszcze innymi stowy: kreska w wierszu w3, w drugiej kolumnie, to gapopen Wzgledem litery G w wierszu w4, ale
réwnoczesnie gapexptens WZgledem litery G w wierszu w1.



Wracajac do przyktadu z aminokwasami:

AGTCGTAGNPST wl: AGTCGTAG T
ASTCGTAGPST w2: A TCGTAG T
GTPGAGNST w3: GT G A G T
ANCGTNPT wd: A CGT T
GATAPS w5: G ATA

Macierz binarna: 111111111111

1111111109111
11110111011
101111 1101
1 111 11

Wersja 1: prosta kara za gap to ,,state” minus cztery (-4 ) punkty.

Dla przyktadu aminokwasowego rozwazmy kolumny siédmag i 6sma. W kolumnie siédmej mamy uktad ,,A A A
A”. Wystepuje tu szes¢ poréwnan typu A — A (w1 z w2, w1l zw3, w1l z w5, w2 z w3, w2 z wb, w3 z wh), kazde
punktowane +4, co daje razem +24 punktow. Ponadto sg cztery pordwnania aminokwasu z luka (w1 z w4, w2 z
w4, w3 z w4 oraz w4 z wb), kazde po -4 punkty, czyli razem -16 punktow.

Suma dla catej kolumny wynosi wiec +24 - 16 = +8. W kolumnie 6smej mamy uktad ,,G G G ?. Sa tu trzy
poréwnania G - G (w1 z w2, w1 z w3, w2 z w3), kazde po +6 punktéw, czyli razem +18 punktéw. Dodatkowo
wystepuje 6 porownan aminokwasu z lukag (w1 z w4, w1 z w5, w2 z w4, w2 z w5, w3 z w4, w3 z wh), kazde po -4
punkty, co daje -24 punkty, a poréwnanie dwdéch luk (w4 z w5) ma wartos¢ 0.

Ostatecznie dla tej kolumny otrzymujemy +18 - 24 + 0 = -6. W tym uproszczonym modelu kazdag kolumne mozna
wiec oceniaé niezaleznie, poniewaz kara za przerwe nie zalezy od tego, co znajdowato sie w kolumnie poprzednie;.

WerSja 2: gapopen= -1 2, gapextend= -1

Dla tego samego przyktadu aminokwasowego, ale przy punktacji z rozréznieniem na gapopen = -12 0raz gapextend =
-1, sytuacja jest bardziej ztozona, poniewaz do oceny danej kolumny trzeba zna¢ takze kolumne poprzednig (tak
jak na przyktadzie z DNA na poczatku tego pliku. Rozwazmy ponownie kolumny szdsta i siodma:

TA | W kolumnie siédmej znéw mamy szes¢ poréwnan A — A, kazde po +4 punkty
TA | czyli razem +24 punkty. Cztery poréwnania - w w4 (w1 z w4, w2 zw4, w3 z w4
-A | oraz w5 z w4) sg tutaj traktowane jako gapopen, poniewaz w kolumnie széstej nie
T- | byto dla tych par kreski w wierszu czwartym, tylko litera T (tutaj specjalnie dla
TA | wyrézniania zaznaczona na niebiesko).

Kazde z tych czterech poréwnan daje wiec -12 punktéw, tgcznie -48 punktéw, a zatem suma dla kolumny
siodmej wynosi +24 - 48 = -24. W kolumnie ésmej mamy uktad ,,G G G —=". Trzy poréwnania G-G (w1 zw2, w1 z
w3, w2 z w3) dajg razem +18 punktow. Dla par w1 z w4, w2 z w4 oraz w3 z w4 luka w w4 trwa juz od kolumny
siodmej, wiec sg to trzy przypadki gapextend, PO -1 punkcie kazdy. Natomiast dla par w1 z w5, w2 z w5 oraz w3 z
w5 luka pojawia sie dopiero teraz, wiec sa to trzy przypadki gapopen, PO -12 punktow kazdy. Poréwnanie w4 z w5
to znowu przerwa z przerwa, czyli 0 punktow. Ostatecznie dla kolumny ésmej otrzymujemy wiec +18-1-1-1 -
12 - 12 - 12 + 0 = -21. Widac¢ zatem, ze przy modelu gapopen/8apPextena kOlUMN nie mozna ocenia¢ catkowicie
niezaleznie: trzeba pamietaé¢, czy w danej parze sekwencji przerw wtasnie sie zaczyna, czy jest juz tylko
przedtuzana.
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3. Metaheurystyki
3.1. Algorytm mrowkowy (ACO) w problemie MSA

Algorytm mrowkowy, czyli Ant Colony Optimization (ACO), jest metaheurystykg inspirowang zachowaniem
prawdziwych mréwek poszukujgcych pozywienia. W wersji obliczeniowej mamy zbiér prostych agentow,
nazywanych mrowkami, ktére budujg kolejne rozwigzania problemu. Kazda mréwka konstruuje rozwigzanie krok
po kroku, poruszajgc sie po odpowiednio zdefiniowanym grafie (lub innej strukturze danych opisujgcej sposoby
konstrukcji rozwigzania). Wybdr kolejnego ruchu nie jest catkowicie losowy i zalezy z jednej strony od $ladu
feromonowego, czyli informacji zgromadzonej przez wczesniejsze dobre rozwigzania, a z drugiej strony lokalnej
oceny atrakcyjnosci danego ruchu. Po zakohczeniuiteracji feromon na mniejobiecujacych decyzjach czesciowo
zanika (parowanie), a na elementach nalezacych do lepszych rozwigzan zostaje wzmocniony (bo rozwigzania w
kolejnych iteracjach zawierajg ruchy, ktére wczesniej byty uzyte i zostawity slad feromonowy). Dzieki temu
algorytm stopniowo uczy sie, ktére decyzje warto preferowac.

W problemie MSA (Multiple Sequence Alignment) idee te trzeba przetozy¢ na jezyk dopasowania sekwencji. Tutaj
rozwigzaniem nie jest trasa komiwojazera ani Sciezka w klasycznym grafie, lecz petne dopasowanie wielu
sekwencji, czyli uktad kolumn zawierajgcych symbole biologiczne oraz ewentualne luki. Z punktu widzenia ACO
trzeba wiec odpowiedzie¢ na trzy pytania:

e jakreprezentowac rozwigzanie,
e jakiruch wykonuje mréwka,
e naczym odktadaé¢ feromon.

Tutaj pojawia sie wazna cecha ACO dla MSA: nie istnieje jeden kanoniczny wariant algorytmu. W literaturze
spotyka sie kilka sposobdw modelowania problemu. Jedne podejscia budujg dopasowanie bezposrednio jako
Sciezke w wielowymiarowym grafie, ktory uwzglednia mozliwe wstawienia luki kolejne decyzje wyréwnania. Inne
traktujg ACO jako metode udoskonalania juz istniejgcego dopasowania, na przyktad wygenerowanego
wczesniej przez heurystyke. Sg tez warianty hybrydowe, w ktérych ACO dziata jako lokalne przeszukiwanie
osadzone w wiekszym algorytmie, na przyktad genetycznym.

Najbardziej intuicyjna interpretacja wydaje sie nastepujgca. Wyobrazmy sobie, ze mréwka buduje dopasowanie
kolumna po kolumnie. W kazdej chwili musi zdecydowag, ktére sekwencje ,,przesunac¢” dalej o jeden znak, aw
ktérych wstawié luke. Taki wybér odpowiada zbudowaniu nastepnej kolumny dopasowania. Dla ksekwencji
kazda kolumna moze by¢ opisana jako wektor binarny dtugosci k: jedynka oznacza pobranie kolejnego symbolu
(litery oznaczajgcej nukleotyd lub aminokwas) z danej sekwencji, a zero oznacza wstawienie luki. Nie wszystkie
wektory (kolumny, zwtaszcza pod koniec) sg oczywiscie dopuszczalne, ale kazdy dopuszczalny wektor mozna
potraktowac jako lokalny ruch w przestrzeni rozwigzanh. Mréwka powtarza taki wybor wielokrotnie, az wszystkie
sekwencje zostang w petni wykorzystane, a my otrzymujemy kompletne dopasowanie. To ujecie taczy sie z
wczesniejszg reprezentacjg macierzy binarnej dla MSA, bo ACO mozna po prostu rozumie¢ jako metode
inteligentnego konstruowania kolejnych kolumn tej macierzy.

W praktyce decyzja mrowki nie jest czysto losowa. Kazdy mozliwy ruch ma dwa sktadniki oceny. Pierwszy to
feromon: jezeli w poprzednich iteracjach pewne decyzje czesto wystepowaty w dobrych dopasowaniach, to ich
atrakcyjnos¢ rosnie. Drugi sktadnik to informacja heurystyczna: na przyktad lokalne podobienstwo znakéw,
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przewidywany koszt luki, zgodnos$¢ z macierza podstawien albo poprawa funkcji celu. Wtasnie potaczenie tych
dwdch mechanizmow daje réwnowage miedzy eksploracjg a eksploatacjg. Eksploracja oznacza sprawdzanie
nowych uktadéw kolumn i nowych miejsc wstawiania luk, natomiast eksploatacja oznacza czestsze wybieranie
decyzji, ktére juz wczesniej doprowadzaty do dobrych wynikéw (czyli wieksze bazowanie na feromonach). Po
kazdej iteracji najlepsze albo wszystkie zbudowane dopasowania wptywajg na aktualizacje feromonu, zas
proces parowania feromonu zapobiega temu, aby algorytm zbyt wczesnie ,uwierzyt” w jedna, by¢ moze tylko
lokalnie dobrg, strukture rozwigzania (problem optimum lokalnego).

W MSA jakos$¢ rozwigzania mierzy sie zwykle przy uzyciu pewnej funkcji oceny, ewentualnie z karami za luki i
macierzg podstawien dla biatek. Po skonstruowaniu dopasowania przez mréwke mozna obliczy¢ jego wartos¢ i
na tej podstawie zdecydowac, ile feromonu nalezy dopisac do decyzji, ktére do tego dopasowania doprowadzity.
Najwazniejsze jest to, ze ACO dla MSA nie zagwarantuje optimum globalnego. MSA ma ogromna przestrzen
rozwigzan, a liczba mozliwych uktaddw luk i kolumn rosnie bardzo szybko wraz z liczbg sekwencji i ich dtugoscia.

3.2 ACO - konstrukcja

Ponizej ustalimy doktadnie, co mrowka pamieta, jakie decyzje moze podejmowad, jak je losuje i czego uczy sie
cataich ,kolonia”. Przez caty przyktad uzywamy punktacji DNA: match =+1, mismatch = -1, gapopen = —2, £8Pextend
= -1, gap-gap = 0. Maksymalizujemy SP (czyli np. wynik -3 jest lepszy niz -8).

A.1. Co wtasciwie buduje mrowka?

Niech k oznacza liczbe sekwencji, a n; dtugosé sekwencji S;. Gotowe dopasowanie zapisujemy jako macierz
binarng B o k wierszach i L kolumnach. Liczba kolumn L nie musi by¢ znana na poczatku, ale powstaje podczas
budowania dopasowania.

Jedynki w wierszu odczytujemy od lewej do prawej. Pierwsza jedynka oznacza pierwszg litere sekwencji, druga -
drugg litere itd. Zera zamieniamy na kreski. Dzieki temu nie przestawiamy liter i nie wybieramy ich na nowo.

Przyktad. Dla sekwencji S; = ACG, S, = AGiS; = ACG:

Macierz B Dopasowanie
w1 111 wi ACG
w2 101 w2 A -G
w3 111 w3 ACG

Poprawna macierz musi mie¢ odpowiednig liczbe jedynek w kazdym wierszu oraz przynajmniej jedna jedynke
w kazdej kolumnie (kolumna z samymi zerami jest bez sensu, jezeli sie cho¢ chwile zastanowimy; przy czym:
w toku dziatania metaheurystyki moze powstac, wiec trzeba pilnowac, zeby takie artefakty potem usuwac).

L k
2 Bi.=mn; oraz 2 Bi. =1
c=1 i=1

Czyli: wykorzystaj wszystkie litery i zadnej nie dodawaj, oraz: nie tworz pustej kolumny. Wszystkie wiersze musza
miec te sama dtugosc¢ L. W szczegdlnosci:

maxn; < L < n;.
L

-

=1
Dolna granica wynika z dtugosci najdtuzszej sekwencji, a gérna z tego, ze kazda kolumna zuzywa co najmniej
jedna litere.
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A.2. Pozycja mrowki i dopuszczalne ruchy

Mréowka przechowuje wektor p = (p4, ..., i), gdzie p; jest liczba juz wykorzystanych liter sekwenc;ji S; (czyli

indeks ,,i” od 1 - pierwsza sekwencja, do k — ostatnia). Na poczatku p = (0, ...,0). Gdy p; < n;, nastepna
dostepna litera jest litera numer p; + 1 tej sekwencji; numeracje liter zaczynamy od 1.

Ruch d = (d4, ..., d;) jest kolumna zer i jedynek. Jesli d; = 1, to do nowej kolumny trafia nastepna litera z
sekwencji S;, a licznik p; zwieksza sie o jeden. Jesli d; = 0, trafia tam luka, a licznik sie nie zmienia (bo liczy tylko
litery!). Krétko zapisujemy to jako:

p'=p+d.

Sa tylko dwa ograniczenia, tj. ruch nie moze sktadac sie z samych zer, a w sekwencji juz zakonczonej musi miec
zero. Jeszcze innymi stowy, oczywista oczywistos¢: nie mozna pobrac litery, ktérej juz nie ma :) Zbior ruchéw
spetniajacych te warunki oznaczymy przez D (p).

Jezeli wszystkie trzy sekwencje (z przyktadu) majg jeszcze litery, mozliwe sa ruchy: 111, 110, 101, 011, 100, 010
i 001. Jesli zakonczyta sie druga sekwencja, pozostajg tylko 101, 100 i 001. Najpierw ustalamy ruchy
dopuszczalne, dopiero potem je oceniamy i losujemy.

Dla naszego przyktadu jedna z mréwek moze zbudowa¢ dopasowanie nastepujgco. W zapisie kolumny znaki sg
podane w kolejnosci wierszy. Sekwencje to: §; = ACG, S, = AGiS; = ACG

Krok Liczniki przed ruchem Ruch Nowa kolumna Liczniki po ruchu
1 (0,0,0) 111 AAA (1,1,1)
2 (1,1,1) 101 C, -.C (2,1,2)
3 (2,1,2) 111 G,GG (3,2,3)

Ostatni wektor jest réowny (n4,n,, n3), wiec dopasowanie jest gotowe (n; — dla przypomnienia — dtugos¢ kazde;j
sekwencji i, czyli n1=3, n,=2, ns=3). Zauwazmy, ze ruch 101 nie oznacza zawsze tych samych liter, bo zalezg one
od aktualnego indeksu kolejnej wolnej litery: p;.

Mrowka pamieta takze poprzednig kolumne binarng, potrzebng do rozréznienia gapopen | §aPextends- Na SaMym
poczatku nie ma zadnej ,,poprzedniej” kolumny, wiec kazde poréwnanie litery z lukg jest otwarciem. Ponadto
zapisuje wybierane pary (p, d), bo beda potrzebne przy aktualizacji feromonu.

A.3. Jak oceni¢ nowg kolumne?

Nowag kolumne oceniamy tak samo jak kolumne gotowego dopasowania: poréwnujemy kazdg pare wierszy i
sumujemy punkty. Przy k wierszach mamy k(k — 1) /2 takich poréwnan. W ponizszej tabeli 1 oznacza litere, a 0
luke. ,,Taki sam uktad” oznacza, ze luka pozostaje po tej samej stronie pordwnywanej pary.

Ukta:le\:\;:arze Co byto w tej parze poprzednio? Punkty teraz
(1, 1) Bez znaczenia +1 za te same litery; -1 za rézne
(0,0) Bez znaczenia 0
(0, 1) Doktadnie 0, 1 =1: gapPextend
(1,0) Doktadnie 1,0 =1: gapextend
(0, 1) lub (1, 0) Inny uktad albo poczatek dopasowania —2: gaPopen

To doprecyzowuje przyjetg tutaj konwencje: po uktadzie 0, 0 kolejne poréwnanie litery z lukg dostaje kare za
gaPopen. ROWNIEZ zmiana z (0, 1) na (1, 0) otwiera nowa luke. Poprzednia kreska w jednym wierszu nie
wystarcza do stwierdzenia, ze mamy gapextend.
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Niech q(d) oznacza ocene rozwazanej kolumny. To zapis skrécony, bo ocena zalezy réwniez od licznikéw p i
poprzedniej kolumny. Jezeli v; ; jest wynikiem poréwnania wierszy i i j, to:

q(d) = Z vy )
1<i<j<k
Przyktadowo kolumna A, A, A ma ocene 1+ 1+ 1= 3. Kolumna C, -, C po kolumnie A, A, A ma ocene:
—2+4+1—2 = -3 (2x-2 punkty za gapopen C vs. — oraz +1 pkt. za match C vs.C). W kazdym przypadku sg to trzy
poréwnania: wl-w2, w1-w3 oraz w2-w3.

Ocena catego dopasowania jest sumg ocen kolejno zbudowanych kolumn. Podczas sprawdzania programu
mozna jeszcze policzy¢ jarowniez niezaleznie, parami catych wierszy. Oba sposoby musza da¢ ten sam wynik.
Dla czterech sekwencji zwczesniejszego przyktadu DNA w materiale wyniki parto 3,-1,0,-3,-5i-3, aich suma
wynosi —9.

A.4. Jak zamieni¢ ujemne punkty na dodatnig atrakcyjnosc¢?

Oceny kolumn bywajg ujemne. Nie mozna wiec uzy¢ ich bezposrednio jako prawdopodobienstw ani jako
dodatnich wag losowania. Wprowadzimy osobng wielko$é: atrakcyjnosé heurystyczna n(d) (gracka litera jako
»eta”). Ma ona podpowiadac, ktéry ruch wyglada dobrze teraz, w danym momencie.

Najpierw oceniamy wszystkie ruchy z D (p) i znajdujemy najmniejszy wynik qmi,- Nastepnie przyjmujemy:

T)(d) = Q(d) — Gmin + 1.

Najgorszy ruch otrzymuje atrakcyjnosc¢ 1, a lepsze odpowiednio wiekszg. Dodanie tej samej liczby do wszystkich
ocen nie zmienia ich kolejnosci. Minimum wyznaczamy na nowo przy kazdym wyborze kolumny - nie dla catego
uruchomienia.

Przyktad. Po pierwszej kolumnie A, A, Amamy p = (1,1,1). Nastepne litery to C, Gi C. Wszystkie ruchy sa jeszcze
dopuszczalne (patrz opis pod tabelg, pomoze zrozumie¢ oceny).

Ruch Rozwazana kolumna Ocena q(d) Atrakcyjnosé n(d)
111 C,G,C -1 5
101 C,-,C -3 3
110 GG, - -5 1
(naj;l:'zej) -6 ¢ e !
100 c -, - -4 2
010 -G, - -4 2
001 --C -4 2

Tutaj gmin = —5 (to ten najmniejszy wynik dla 011). Dla ruchu 101 otrzymujemy zatem —3 — (—=5) +1 =3
(pierwsze -3 to jego ocena q(d)= -3, -5 to nasze minimum atrakcyjnosci (gmin), @ ostatnie +1 wynika ze wzoru:
n(d) = q(d) — gmin + 1). Gdy wszystkie dopuszczalne ruchy maja te sama ocene, kazdy dostaje atrakcyjnosc 1.
Najlepszy ruch 111 man(d) = 5, poniewazn(d) = q(d) — qmin + 1= -1 —-(-5)+1=—-1+5+1=05.

Nalezy pamietac, ze n(d) to tylko pomoc przy podejmowaniu decyzji przez algorytm. Wynik dopasowania nadal
liczymy z oryginalnych punktéw, nie z wartosci . Nie sumujemy atrakcyjnosci, aby wyznaczy¢ SP i nie
poréwnujemy za jej pomoca gotowych rozwigzan.
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A.5. Gdzie zapisac feromon i jak wylosowa¢ ruch?
Nieodmiennie dla przypomnienia: sekwencje to: S; = ACG, S, = AGiS; = ACG

Przyjmijmy, ze feromon jest liczba t(p, d) przypisana do pary: (liczniki przed ruchem, wybrany ruch). Symbol ©
odczytujemy jako ,tau”. Na poczatku kazda taka warto$¢ wynosi 1.

Przyktadowo T((l, 1,1), 101) opisuje doswiadczenie zwigzane z wybraniem kolumny C, -, C w naszym
przyktadzie (jest to druga kolumna). Dla przypomnienia: p = (1,1,1) oznacza, ze w poprzedniej, czyli pierwszej
kolumnie wstawiliSmy po jednej literze na wiersz (literki A), wiec licznik p = (1,1,1) oznacza, ze kazda pierwsza
litera kazdej z trzech sekwencji zostata juz uzyta. 101w r((l, 1,1), 101) oznacza natomiast ruch opiany binarnie
jako 101, to: stawienie litery w pierwszym wierszu (litera C, pierwsza jedynka), przerwy w drugim (zero), litery w
trzecim (litera C, druga jedynka). (Juz zupetnie na marginesie: wykonanie tego ruchu zmieni liczniki uzytych
do tej pory literp nap =(2,1,2).

T((l, 1,1), 101) nie jest tym samym co feromon ruchu 101 przy licznikach (2, 2, 2), gdzie pobierane bytyby inne
litery (tj., odpowienio: trzecia z sekwencji 1eszej, czyli litera G i 3ciej —tez litera G. No i kreska w drugim wierszu,
bo tam juz nie ma liter (sekwencja S, ma dwie litery). Sam numer kolumny réwniez nie wystarcza, bo np. w dwéch
dopasowaniach o tej samej liczbie kolumn mozna juz wykorzystac rozne liczby liter.

Dla uproszczenia nie umieszczamy poprzedniej kolumny w kluczu feromonu. Dwa dojscia do tego samego
licznika p wspotdzielg wiec te czes¢ doswiadczenia. Poprzednia kolumna nadal jest jednak uwzgledniana w
ocenie q(d), a zatem i w heurystyce. Dla kazdego dopuszczalnego ruchu obliczamy dodatnig wage:

w(d) = t(p,d)* n(d)*.

Parametr a okresla wptyw feromonu, a f wptyw heurystyki. Dla wersji startowej przyjmiemy a = 1 oraz§ = 2:
feromon bierzemy bez zmiany, a atrakcyjnos¢ podnosimy do kwadratu. Prawdopodobienstwo otrzymujemy

przez podzielenie wagi przez sume wag:
w(d
P(d) = _ v
ZuED(p) w (u)

Litera u w mianowniku oznacza kolejno kazdy dopuszczalny ruch. Ruchy niedopuszczalne nie uczestniczg w tej
sumie i majg prawdopodobienstwo zero.

W przyktadzie z poprzedniej tabeli, ktorg tu jeszcze raz wklejam, przy kazdym feromonie réwnym 7(p,d) = 1,
wagi wynoszg kolejno 25, 9, 1, 1, 4, 4 i 4. Ich suma wynosi 48. Otrzymujemy wagi (ze wzoru w(d) =
7(p, d)* n(d)? . Czyli 25 to wynik w(111) = 7(p, d)*n(d)? = (1)*- (5)F = (' - (5)>=1- 25 = 25.

Ruch R:;‘l’::?:::a Ocena q(d) Atrakcyjnos$é 1(d) Waga Prawdop‘)nc’):obieﬁst
111 C,G,C -1 5 25 25/48 = 52,08%
101 C,-,C -3 3 9 9/48 = 18,75%
110 C,G, - -5 1 1 1/48 = 2,08%
011 -G, C -5 1 1 1/48 = 2,08%
100 C,- - -4 2 4 4/48 ~ 8,33%
010 -G, - -4 2 4 4/48 = 8,33%
001 --,C -4 2 4 4/48 ~ 8,33%

Zatézmy tylko dla przyktadu, ze po aktualizacja wartosci feromonu to bytoby T((l, 1,1), 101) =2.

Wtedyw(101) = 7((1,1,1),101)¢n(101)# = (2)*- 3)¥ = (2)! - (3)2 =2+ 9 =18 (czyli 18, zamiast wagi 9
w tabelce).
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Jak wykonac takie losowanie? Ustawiamy ruchy w kolejnosci z tabeli. Losujemy liczbe rzeczywistag r z przedziatu
[0, 48). Ruch 111 zajmuje odcinek [0, 25), ruch 101 odcinek [25, 34), kolejne dwa odcinki majag dtugosc 1, a trzy
ostatnie dtugos¢ 4. Dla r = 30 wybierzemy wiec 101. Korzystamy z niezaokraglonych wag, nie z procentow
przepisanych z tabeli. Komentarz: tatwe? Latwe. A ten operator selekcji nazywa sie ruletka. Do zapamietania.

Nie wybieramy zawsze najwiekszej wagi. Gdybysmy tak robili, zniknetaby mozliwos¢ sprawdzania mniej
oczywistych rozwigzan (to jest z kolei selekcja rankingowa). Jesli pozostat tylko jeden dopuszczalny ruch, jego
prawdopodobienstwo automatycznie wynosi 1.

A.6. Dlaczego mréwka nie powinna wybierac¢ zawsze najlepszej kolumny?

Poréwnajmy dwa dopasowania tych samych trzech sekwencji:

Dopasowanie X Dopasowanie Y
wl ACG w1 ACG
w2 A-G w2 AC -
w3 ACG w3 ACG
Dopasowanie Ocena kolumny 1 Ocena kolumny 2 Ocena kolumny 3 Cate SP
X 3 -3 3 3
Y 3 -1 -3 -1

Druga kolumna Y jest lokalnie lepsza niz druga kolumna X. Zuzywa jednak G z drugiej sekwencji za wczesnie: w
ostatniej kolumnie trzeba juz wstawi¢ luke. W dopasowaniu X chwilowo przyjmujemy gorszag kolumne C, -, C,
aby p6zniej otrzymac G, G, G.

Whtasnie dlatego heurystyka jest tylko wskazowka. Feromon ma przekazywacé inng informacje, mianowicie, czy
decyzja uczestniczyta w dobrym catym dopasowaniu.
Parowanie i wzmocnienie

Po zbudowaniu dopasowan przez wszystkie mrowki wybieramy to z najwiekszym SP. Przy remisie losujemy jedno
z najlepszych. Tylko ono wzmacnia feromon w danej iteracji. Nie trzeba przyznawac nagrody proporcjonalnejdo
SP (ale mozna, tj. jest wiele mozliwosci konstrukcji metaheurystyk, w tym oczywiscie ACO).

Najpierw kazda wartos$¢ feromonu jest mnozona przez 1 — p, gdzie p jest czescia, ktora wyparowuje. Nastepnie
dodajemy statg nagrode Q = 1 do kazdej pary (p, d) wykorzystanej w wybranym dopasowaniu. Przyjmujemy
réwniez dolng granice t,;, = 0,05, aby Zaden ruch nie tracit catkowicie szansy wyboru:

Tnowa (p' d) = maX{Tmin' (1 - p)T(p' d)} + A(p' d)'

przy czym A(p, d) = Q dla decyzji z najlepszego dopasowania tej iteracji, a 4(p, d) = 0 dla pozostatych decyzji.

Dla p = 0,2 i poczatkowego feromonu 1 decyzja niewzmocniona otrzyma 0,8, a wzmocniona 0,8 + 1 = 1,8. Gdy
najlepsze byto X, wzmacniamy doktadnie trzy pary: ((0, 0, 0), 111), ((1, 1, 1), 101)i ((2, 1, 2), 111).

W kolejnym wyborze przy p = (1,1,1) waga ruchu 101 wyniesie 1,8 - 32 = 16,2, a waga ruchu 111 wyniesie 0,8 -
52 = 20. Suma wag wszystkich siedmiu ruchéw wyniesie 47,4. Szansa ruchu 101 wzro$nie wiec z 18,75% do
okoto 34,18%. Feromon nie wymusza wiec decyzji, lecz zwieksza jej szanse wyboru.

Ta reguta dziata takze wtedy, gdy wszystkie koncowe SP sg ujemne. Sposréd wynikéw -20, =12 i =7 wybieramy
-7 i przyznajemy dodatnie Q. Czyli: nie stosujemy 1/SP ani nie odktadamy ujemnego feromonu.
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A.7. Jak potgczy¢ sktadniki w cate ACO?

Poczatek uruchomienia. Ustalamy parametry i poczatkowy feromon. Przygotowujemy tez miejsce na najlepsze
dopasowanie znalezione w catym uruchomieniu. Nie wpisujemy tam sztucznego wyniku 0, bo prawdziwe wyniki
moga by¢ wytacznie ujemne. Najprosciej zapisac pierwsze ukoriczone dopasowanie.

Jedna iteracja. Kazda zm mrowek zaczyna od pustego dopasowania oraz zerowych licznikow. Buduje kolejne
kolumny opisanym sposobem, az wykorzysta wszystkie litery. Wszystkie mréwki w tej iteracji korzystajg z tych
samych wartosci feromonu; nie zmieniamy ich w trakcie budowania pojedynczych dopasowan. Na korncu
poréwnujemy petne SP, aktualizujemy zapamietany rekord i wykonujemy jedno parowanie oraz wzmocnhienie.

Nastepna iteracja i zakoriczenie. Mrowki znéw zaczynajg budowanie od zera, ale uzywajg juz zmienionego
feromonu. Po wykonaniu ustalonej liczby iteracji zwracamy rekord z catego uruchomienia, niekoniecznie
zwyciezce ostatniej iteracji. Najlepszy wynik danej iteracji moze by¢ gorszy od wczesniejszego rekordu.

Element Wariant startowy

Liczba mrowek m 20

Liczba iteracji 100

Poczatkowy feromon 1

Whptyw feromonu i heurystyki a=10=2

Parowanie p=20.2

Dolna granica feromonu Tmin = 0,05

Wzmocnienie Q = 1; nagradza tylko zwyciezca iteracji

Jak nie przechowywac ogromnej tablicy?
Nie trzeba tworzy¢ wszystkich mozliwych wektoréw p i ruchow. Wystarczy stownik, przechowujacy wartoscidla
par, ktére otrzymaty wzmocnienie feromonowe. Wszystkie pozostate pary majg wspdlng wartos¢ domyslng,
poczatkowo rowna 1.
Dygresja: stownik: chodzi o strukture danych: (klucz, wartos$¢) — sg to dynamiczne struktury danych, tylko bardziej
skomplikowane niz ta ukochana przez Was lista dwukierunkowa na podstawach programowania: (? °0°) J L

Dobra wiadomos¢: nie bawimy sie w implementacje tego samodzielnie, tylko wykorzystujemy istniejgce biblioteki
jezyka, np. dla C++ radze zajrzec tutaj: https://www.geeksforgeeks.org/cpp/how-to-create-a-dictionary-in-cpp/

Przy parowaniu zmniejszamy zarowno wartosci w stowniku, jak i wartos¢ domyslng, zawsze z tg sama dolng
granica. Jesli nagradzana para nie byta jeszcze zapisana, bierzemy jej aktualng wartos¢ domyslng po parowaniu,
dodajemy Q i zapisujemy wynik. Nie przywracamy takiej parze poczatkowej wartosci 1. Dzieki temu opis
matematyczny pozostaje taki sam, a nie tworzymy ogromnej tablicy wypetnionej jednakowymi liczbami.

Co jest ograniczeniem tej wersji?
Jesli a sekwencji majeszcze niewykorzystane litery, istnieje 2¢ — 1 dopuszczalnych ruchéw. Dla 3 sekwencji jest

ich 7, dla 8 - 255, a dla 10 - 1023. Ocena kazdej kolumny wymaga ponadto poréwnan parami. Dlatego petne
wyliczanie ruchow jest prostym rozwigzaniem dla matych instancji, ale szybko drozeje.

Po uruchomieniu wersji podstawowej mozna ograniczac liczbe rozwazanych ruchéw albo poprawia¢ gotowe
dopasowanie lokalnymi przesunieciami luk. Trzeba tez pamieta¢, ze doktadne klucze (p,d) moga rzadko
powtarzac sie dla wiekszych instancji, przez co uczenie feromonu bywa stabe. Zmiana sposobu uogdlniania tego
doswiadczenia jest osobnym ulepszeniem, a nie warunkiem uruchomienia pierwszego algorytmu.
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3.2 Algorytm genetyczny

Dla MSA algorytm genetyczny (GA) najlepiej opisywac jako GA z operatorami przystosowanymi do problemu
dopasowania. To wazne, bo zwykte bitowe mutacje i krzyzowanie bardzo tatwo psuja poprawnos¢ dopasowania:
zmieniajg dtugosci wierszy, zmieniajg kolejnos¢ znakéw w sekwencji albo tworzg petne kolumny kresek (gaps).
Najprostszy wariant mozna oprze¢ na reprezentacji: osobnik = petne dopasowanie MSA, czyli macierz o
kwierszach i wspélnej dtugosci L, gdzie kazdy wiersz zawiera symbole sekwencji oraz przerwy. Chromosomem
nie jest tu pojedyncza sekwencja, tylko cate dopasowanie. Funkcja fithness moze by¢ doktadnie ta sama jak z
przyktaddéw, sum-of-pairs z odpowiednig punktacjg, np. match/mismatch/gap albo macierz BLOSUM + kary za
przerwy.

Schemat algorytmu. Najpierw generujemy populacje startowa, na przyktad losowo (ale mozna jakas prostsza
heurystyka, bo im lepsze wejscie, tym lepszy wynik). Nastepnie w kazdej generacji liczymy dopasowanie,
wybieramy rodzicow, tworzymy rozwigzania potomne przez krzyzowanie i mutacje, naprawiamy dopasowanie,
jezeli potrzeba, usuwamy petne kolumny przerw, a potem wybieramy osobniki do nastepnej generacji. W
praktyce bardzo pomaga strategia elitaryzmu, czyli przepisywanie kilku najlepszych dopasowan bez zmian do
kolejnej populaciji.

Najwazniejsza czesc¢ to krzyzowanie. W MSA sensowny crossover powinien tgczy¢ fragmenty catych dopasowan.
Najprostsza wersja to jednopunktowe krzyzowanie (dla dopasowan): wybieramy kolumne ciecia w rodzicunr 1 a
potem w drugim, dobieramy miejsce tak, aby po sklejeniu lewej czesci jednego i prawej czesci drugiego
zachowacé poprawna kolejnos¢ znakédw w kazdej sekwencji.

Druga sensowna wersja to uniform/block crossover, w ktérym rozwigzanie potomne sktada sie z naprzemiennie
wybieranych blokéw pochodzacych od réznych rodzicéw, ale tylko miedzy pozycjami ,,zgodnymi”, czyli takimi,
gdzie potaczenie nie tamie spojnosci sekwencji. Jeszcze prosciej: krzyzowanie to wtedy wymiana blokéw kolumn
miedzy dwoma dopasowaniami, ale zwarunkiem, ze po tej wymianie kazdy wiersz nadal zawiera symbole swojej
sekwencji w tej samej kolejnosci co przed dopasowaniem. Jezeli po sklejeniu dtugosci wierszy sie roznia, trzeba
dotozy¢ przerwy wyréwnujace; jezeli powstang kolumny z samych przerw, trzeba je usunac.

Mutacja daje algorytmowi mozliwos¢ ,przesuwania” luk i lokalnego poprawiania dopasowan. Najprostsza
mutacja to gap insertion: wybieramy grupe sekwencji i wstawiamy w nich przerwe tego samego rozmiaru, a w
pozostatych sekwencjach wyréwnujemy dtugos¢ odpowiednim wstawieniem w innym miejscu. Taki operator
generuje nowe konfiguracje przerw ktérych wczesniej nie byto.

Druga dos¢ “naturalna” mutacja to tzw. block shuffling albo prosciej: przesuwanie blokéw przerw lub blokéw
znakoéw w lewo albo w prawo. Idea jest taka, ze po wstawieniu przerwy optymalny uktad czesto rézni sie tylko tym,
ze blok powinien by¢ przesuniety o 1-3 kolumny. Podsumowujac taki sposéb: mutacja nie zmienia biologicznej
tresci sekwenciji, tylko zmienia potozenie przerw lub catych lokalnych fragmentéw dopasowania.

Nadajg sie tutaj takie mutacje jak na przyktad:

o Shift mutation: wybieramy jedng przerwe albo blok przerw w danym wierszu i przesuwamy go o jedna
kolumne w lewo lub prawo, jesli nie zmienia to kolejnosci znakdéw.

e Merge/split mutation: dwa sasiednie bloki przerw tgczymy w jeden, albo odwrotnie: duzy blok dzielimy
na dwa mniejsze.

e Column cleanup mutation: usuwamy petne kolumny przerw (to nawet nie mutacja, tylko korekta
rozwigzania) lub kolumny prawie puste, a nastepnie naprawiamy dtugosci wierszy. Taki zestaw jest dosé
praktyczny, bo lokalnie eksploruje przestrzen rozwigzan bez gwattownego niszczenia dobrych
fragmentéw dopasowania. Ogélna idea ,gap-oriented mutations” jest zgodna z kierunkiem rozwoju
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operatoréw w GA dla MSA, gdzie mutacje projektuje sie wokot przerw i blokdw, a nie wokot pojedynczych
liter.

Bardzo wazny element techniczny to naprawa rozwigzania po krzyzowaniu (lub mutacji). Po kazdym operatorze
powinno sie sprawdzi¢:

1. Upewni¢ sie, ze w kazdym wierszu znaki wystepuja w poprawnej kolejnosci (liczba znakow).
2. Usuna¢ petne kolumny przerw.
Selekcja rodzicow moze by¢ zwykta: turniejowa albo rankingowa, albo jeszcze inna, np. ruletka.

GA dla MSA dziata na catych dopasowaniach jako osobnikach; krzyzowanie miesza dobre bloki kolumn z dwéch
rodzicow, a mutacja lokalnie przesuwa i rekonfiguruje przerwy, po czym najlepsze dopasowania przechodza do
nastepnych generacji oceniane selekcjg wedtug funkcji celu.

3.2.2 Konstrukcja algorytmu — uproszczona :)

Tutaj nie budujemy pojedynczego rozwigzania za pomoca mréwki. Przechowujemy wiele petnych dopasowan i
tworzymy z nich kolejne. Jednym osobnikiem jest cate MSA, a nie pojedynczy wiersz. Ponizej ustalamy konkretny
sposob tworzenia populacji, wyboru rodzicéw, krzyzowania i mutaciji.

W przyktadach nadal obowigzuje punktacja DNA: match = +1, mismatch = =1, gapopen = =2, 8Pextena = =1 Oraz
gap—gap = 0. Rozrdéznienie otwarcia i przedtuzenia jest wykonywane osobno dla kazdej pary wierszy, wedtug
przyjetej wczesniej reguty poprzedniej kolumny.

B.1. Osobnik i populacja poczagtkowa

Niech k oznacza liczbe sekwencji, a n; dtugos¢ sekwencji S;. Osobnik jest macierzg binarng o k wierszach:
wiersz i ma doktadnie n; jedynek. Wszystkie jego wiersze maja jednakowa dtugosc, ale r6zni osobnicy moga
mie¢ rézne liczby kolumn. Nie wymuszamy jednej dtugosci chromosomu dla catej populaciji.

Populacja jest zbiorem przechowywanych osobnikéw; jej licznosé oznaczymy przez N. Mozna zaczaé np.od N =
40. Kazdy osobnik opisuje dopasowanie tego samego zestawu sekwencji, w tej samej kolejnosci wierszy.

Jak stworzy¢ losowe rozwigzanie MSA?

Najpierw wybieramy jego robocza dtugosc L, nie mniejsza od dtugosci najdtuzszej sekwencji. Prosty przepis
polega na dodaniu niewielkiego, losowego zapasu:

Lo =Npax + 7, Nmax = miaxni.

Przyktadowo losujemy catkowite r od 0 do min{h, }.; n; — Nmax}, gdzie h = max{1, [0, 2ny.x|}. INnnymi stowy:
dopuszczamy zapas okoto 20% dtugosci najdtuzszej sekwencji, z co najmniej jednym mozliwym dodatkowym
miejscem, ale nie przekraczamy sumy dtugosci wszystkich sekwencji. Jest to wybdr do inicjalizacji, nie
ograniczenie pdzniejszej ewolucji.

Nastepnie dla wiersza i losujemy bez powtdérzen doktadnie n; pozycji sposrdd Ly kolumn. Na tych pozycjach
umieszczamy jedynki, na pozostatych zera. Powtarzamy to niezaleznie dla wszystkich wierszy, a na koncu
usuwamy kolumny ztozone z samych zer. Po usunieciu takich kolumn ostateczna dtugo$¢ moze by¢ mniejsza
od L.

Przyktad. Dla sekwencji: ACG, AG oraz A CGwybierzmy L, = 4. W pierwszym i trzecim wierszu wylosowano
pozycje 1,2i4,awdrugim1i3:

Wylosowana macierz Odczytane dopasowanie
wi 1101 AC-G
w2 101680 A-G -
w3 1101 AC-G
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To dopasowanie jest poprawne, cho¢ jego SP wynosi -7. Losowanie ma zapewni¢ poprawnos¢ i
réznorodnosé, a nie od razu wysoka jakosé. Nie losujemy liter, tylko miejsca przeznaczone na juz ustalone
litery. Powtarzamy tworzenie osobnikéw, az uzyskamy N dopasowan. W pierwszej wersji mozna dopuscié¢
powtdrzenia. Wymaganie bezwzglednej unikalnosci przy bardzo matych danych mogtoby spowodowac
niekonczace sie proby uzupetnienia populaciji.

B.2. Fitness i wybo6r rodzicéw bez problemu ujemnych ocen

Funkcja przystosowania, czyli fitness, bedzie réwna SP:

F(B) = SP(B).

Wybierzmy selekcje turniejowa. Losujemy rownomiernie dwa rozne alignmenty z biezacej populacji i
porownujemy ich fitness. Lepszy osobnik zostaje rodzicem, a jesli maja réwny wynik, rozstrzygamy losowo. Aby
wybra¢ drugiego rodzica, przeprowadzamy nowy turniej. Ten sam osobnik moze wygra¢ oba turnieje — ale nie
jest to najbezpieczniejsza strategia (optimum lokalne).

Przyktadowo w populacji z wynikami -14, -3, -8 i =6 turniej miedzy —14 a -8 wygrywa osobnik z -8. Nie jest on
najlepszy w catej populacji, ale byt lepszy w swojej wylosowanej parze. Dzieki temu takze stabsze rozwigzania
majg czasem potomstwo. Turniej miedzy -3 a -6 wygrywa —3.

W takim wyborze wystarczy poréwnaé dwie liczby. Naiwna ruletka F(B)/YF moze dawacé ujemne
prawdopodobienstwa przy mieszanych znakach ocen, a przy samych ujemnych wynikach preferuje osobnikéw
gorszych. Turniej nie wymaga takiego przeliczania.

B.3. Dlaczego zwykte ciecie w tej samej kolumnie jest problematyczne?

Krzyzowanie ma potgczyc¢ poczatek jednego dopasowania z dalszg czescig drugiego. Nie wolno jednak zaktadag,
ze ta sama kolumna w dwéch rodzicach odpowiada temu samemu miejscu sekwencji. Liczba wczes$niejszych
luk moze by¢ rézna.

Rozwazmy sekwencje ACGT, AGT i ACT oraz dwa poprawne dopasowania. Pionowa kreska ponizej zaznacza
ciecie, nie jest znakiem dopasowania:

Rodzic P Rodzic Q

wli AC|G-T wi A-C|GT
w2 A-|-GT w2 -A-|GT
w3 AC|--T w3 A-C|-T

Po lewej stronie ciecia w P wykorzystano odpowiednio 2, 1 i 2 litery. Taki sam wektor licznikéw, (2,1,2),
uzyskujemy w Q dopiero po trzeciej kolumnie. Mozna wiec bezposrednio sklei¢ lewag czes¢ P z prawa czescig Q:

Dziecko

wl AC|GT > ACGT
w2 A-]|GT > A-GT
w3 AC]|-T > AC-T

Gdybysmy obcieli réwniez Q po drugiej kolumnie, jego pierwszy wiersz miatby jeszcze po prawej stronie CGT.
Dotgczenie tego fragmentudo A CzPdatobyA C C G T, czyli powtdrzenie litery C.

Dopisanie luk tego nie naprawi. Bezpieczne jest zatem tgczenie po takiej samej liczbie wykorzystanych liter w
kazdym wierszu, a nie koniecznie po takim samym numerze kolumny. Takze identyczne litery widoczne przy
cieciu nie wystarczajg: w sekwencji moga sie one powtarzad.
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B.4. Operator krzyzowania (bez wspdlnego ciecia)

W poprzednim przyktadzie rodzice mieli pasujace pionowe ciecia, ale nie zawsze tak bedzie. Ponizszy przepis
dziata réwniez wtedy, gdy w drugim rodzicu nie istnieje jedna kolumna odpowiadajgca catemu wektorowi
licznikow.

Poczatek z rodzica P. Wybieramy losowo ciecie po jednej z kolumn od 1 do Lp — 1, gdzie Lp jest dtugoscia P.
Zachowujemy caty lewy prostokat. Jesli P ma tylko jedng kolumne, w tej prébie pomijamy krzyzowanie, bo nie
ma w nim wewnetrznego ciecia.

Ustalenie, ile juz zabraliSmy. W kazdym zachowanym wierszu liczymy litery. Jesli ciecie byto po kolumnie c,
oznaczmy te liczbe przez q;:
Cc
qi = Z Py
j=1

Tutaj P; ; jest bitem macierzy rodzica P. Symbol q; w tej sekcji jest licznikiem liter, nie oceng kolumny z opisu
ACO.

Dalsza czes¢ zrodzica Q. Kopiujemy dopasowanie Q. W jego wierszu i zamieniamy pierwsze q; liter na luki, nie
usuwajagc przy tymich kolumn. Te litery mamy juz z P, wiec nie wolno ich pobiera¢ drugi raz. Wszystkie pozostate
litery zostaja na dotychczasowych pozycjach. W reprezentacji binarnej oznacza to wyzerowanie pierwszych g;
jedynek tego wiersza. Jesli q; = 0, wiersz pozostaje bez zmian; jesli q; = n;, staje sie w catosci wierszem luk.

Nastepnie z tak przygotowanej czesci Q usuwamy kolumny, ktére sg puste we wszystkich wierszach, i doklejamy
pozostaty prostokat z prawej strony zachowanego poczatku P. Nie dosuwamy osobno kazdego wiersza w lewo -
stracilibysmy uktad kolumn odziedziczony po Q.

Przyktad bez wspolnej kolumny ciecia

Zostawmy ten sam poczatek P: AC, A- oraz AC.

Potrzebujemy zatem q = (2,1,2). Drugi rodzic niech wyglada tak:

Rodzic Q Po usunieciu wykorzystanych liter

w1 ACGT w1 --GT (pierwsze 2 litery do luk)
w2 AG-T w2 -G-T (pierwsza 1 litera do luki)
w3 AC-T w3 SRR (pierwsze 2 litery do luk)

Pierwsza kolumna po prawej jest teraz pusta. Po jej usunieciu i dotgczeniu poczatku P otrzymujemy:

Poczatek P Dalsza czesé Q Gotowe dziecko

wil A C wil -GT w1 AC-GT
w2 A - w2 G-T w2 A-G-T
w3 AC w3 - =T w3 AC--T

Po usunieciu luk z gotowych wierszy odzyskujemy ACGT, AGT i ACT.
Ogolnie w wierszu i bierzemy z P pierwsze q; liter, a z Q pozostate n; — q;. £acznie jestich doktadnie:
qi + (n; — qi) = n;.
Kolejnos¢ réwniez jest zachowana: najpierw wystepuje poczatek sekwencji, potem jej dalsza czes$é. To

uzasadnia poprawnos¢ operatora; nie dowodzi, ze dziecko bedzie lepsze. Na granicy czesci moga powstac
niekorzystne luki i punkty trzeba policzy¢ ponownie dla catego dziecka.

W jednej prébie wystarczy tworzy¢ jedno dziecko. Role P i Q wynikajg z kolejnosci wybrania rodzicow.
Podstawowy operator nie wymaga wyszukiwania wspoélnych cieé¢: opisany sposdb z lukami dziata takze w
przyktadzie z sekcji B.3 i daje tam to samo, krétsze dziecko.
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B.5. Mutacja

Mutacja zmienia potozenie luk, a nie tres¢ sekwencji. W podstawowej wersji zastosujemy tylko dwa doktadnie
okreslone operatory.

Mutacja 1: zamiana sgsiadujacej litery i luki

Wybieramy losowo jeden wierszimiejsce, gdzie sgsiadujg litera oraz luka. Zamieniamy je miejscami. W macierzy
binarnejjesttozamiana 10 na 01 albo 01 na 10. Najprosciej losowac sposréd wszystkich takich dopuszczalnych
par w catym dopasowaniu. Liczba liter i dtugos¢ wiersza nie zmieniaja sie.

Przed mutacja Po mutacji drugiego wiersza
wi ACG wi ACG
w2 AG- w2 A-G
w3 ACG w3 ACG

Tutaj SP rosnie z -1 do 3. Przesuniete G nie przeskoczyto innej litery, tylko luke, wiec kolejnos¢ sekwencji AG
pozostata niezmieniona. Nie wolno natomiast losowo przestawiac¢ dwoch liter wiersza ani odwracac fragmentu
sekwencji.

Taka mutacja nie zawsze poprawia wynik. Dopuszczamy rowniez pogorszenie: pdzniejsza selekcja i elityzm
decydujag, ktére rozwigzania bedg zachowane. Przyjmowanie wytacznie poprawiajgcych przesunieé¢ bytoby
dodatkowym przeszukiwaniem lokalnym, a nie tg sama regutg mutacji.

Mutacja 2: wstawienie nowej luki z wyréwnaniem dtugosci

Same zamiany 1001 nie potrafig stworzy¢ nowej luki, zwtaszcza w dopasowaniu sekwencji jednakowe;j
dtugosci bez zadnych przerw. Potrzebujemy wiec drugiego operatora.

Wybieramy losowo jeden wiersz oraz jedng z jego istniejgcych kolumn. Wstawiamy w tym wierszu luke przed
wybrana kolumna, przesuwajac dalszg czes¢ o jednag pozycje w prawo. Do kazdego pozostatego wiersza
dopisujemy po jednej luce na konicu. Wszystkie wiersze majag teraz dtugos¢ L + 1 i nadal zawierajg swoje
oryginalne litery.

Przed mutacja Po dodaniu luki w w2 przed kolumna 2
wl ACG w1 ACG -
w2 A-G w2 A--G
w3 ACG w3 ACG -

Nie dodajemy wszystkim wierszom luki w tej samej kolumnie, bo otrzymalibysmy wytacznie kolumne do
usuniecia. Po wstawieniu wykonujemy porzadkowanie. Mozliwy jest brak rzeczywistej zmiany po
porzadkowaniu; nie trzeba z tego powodu ponawia¢ losowania bez korica.

Porzadkowanie po operatorze (mutacji/krzyzowania)

Usuwamy tylko te kolumny, w ktérych wszystkie wiersze majg luke. Kolumny prawie pustej, zawierajgcej choé
jedna litere, nie wolno po prostu skasowac.

Przed porzgdkowaniem Po usunieciu kolumny 2
wl A-CG w1 ACG
w2 A-G- w2 AG -
w3 A-CG w3 ACG

Dzieki takim usunieciom dtugosé osobnika moze takze maleé, np. gdy przesuniecia luk doprowadzg do
powstania pustej kolumny. Po porzadkowaniu liczymy fitness od nowa. Przy modelu otwarcia i przedtuzenia
usunieta kolumna moze wptywac na sposodb naliczenia kary w sgsiedztwie.

Jezeli nie ma zadnej sgsiadujacej pary litera-luka, zamiast pierwszej mutacji wykonujemy druga. Operator nigdy
nie zastepuje jedynki zerem bez zachowania tej litery gdzie indziej w dopasowaniu.
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B.6. Jak z tego powstaje kolejne pokolenie?

1.

Elityzm. Z biezacej populacji wybieramy najlepszy osobnik i kopiujemy go bez zmian do nowej. Przy
remisie mozna wybra¢ dowolnego zwyciezce. Ta kopia nie podlega krzyzowaniu ani mutacji. Dzieki temu
najlepsze dopasowanie nie spada miedzy pokoleniami.

Tworzenie pozostatych osobnikéw. Dla kazdego wolnego miejsca w nowej populacji wybieramy
rodzicéw turniejami. Z prawdopodobienstwem p,. wykonujemy opisane krzyzowanie; w przeciwnym
razie kopiujemy pierwszego rodzica. Nastepnie, niezaleznie od krzyzowania, z prawdopodobienstwem
Pm mMutujemy powstate dziecko. Porzadkujemy je, sprawdzamy poprawnosc¢, obliczamy fitness i
umieszczamy w nowej populaciji.

W pierwszej wersji przyjmujemy wszystkie poprawne dzieci na te wolne miejsca, takze gorsze od
rodzicow. Nie wybieramy automatycznie wytgcznie lepszych dzieci. Ochrone najlepszego rozwigzania
zapewnia elita, a nacisk na lepsze rozwigzania - turnieje w kolejnych pokoleniach jako mechanizm
selecji.

Wymiana pokolenia. Nowe pokolenie jest gotowe, gdy zndéw liczy doktadnie N osobnikéw. Dopiero
wtedy zastepuje stare. Podczas jego tworzenia wszystkie turnieje dotyczg jeszcze starej populacji. Nie
modyfikujemy oryginalnych rodzicéw w pamieci, ale potomkowie i elita musza by¢ odrebnymi kopiami
dopasowan.

Przyktad petnego pokolenia

Dla czytelnosci przyjmijmy N = 4 i jednego osobnika elitarnego. Wszystkie ponizsze dopasowania dotycza
sekwencji ACG, AG oraz ACG:

Osobnik Wiersz 1 Wiersz 2 Wiersz 3 SP
A1 ACG AG - ACG -1
A2 A-CGQG AG- - ACG- -10
A3 -ACG A--G ACG- -14
A4 AC-G A-G- -ACG -16

A1 przechodzi bez zmian jako elita. Przyktadowe losowania dla pozostatych trzech miejsc moga da¢ nastepujacy
przebieg:

Dziecko D1. Turniej wygrywa A1. Krzyzowanie nie zostaje wylosowane, wiec tworzymy kopie A1. Mutacja
zamienia G- na -G w drugim wierszu. Dostajemy ACG / A-G / ACG z wynikiem 3.

Dziecko D2. Pierwszym rodzicem zostaje A2, drugim A1. Krzyzowanie pobiera z A2 pierwszg kolumne,
czyli trzy litery A. Dalsza czes¢ A1 daje dziecko ACG / AG- / ACG. Mutacja nie zostaje wylosowana; wynik
wynosi —1. Powstata kopia znanego juz dopasowania i w tej podstawowej wersji jest to dozwolone.

Dziecko D3. Pierwszym rodzicem zostaje A1, drugim A2. Ciecie A1 wypada po drugiej kolumnie, co daje
liczniki (2, 2, 2). Z A2 pobieramy zatem tylko niewykorzystane koncéwki. Dziecko ma wiersze
AC-G/ AG--/ ACG-. Bez mutacji jego SP wynosi -6.

Nowe pokolenie sktada sie z elity A1 oraz D1, D2 i D3. Ich wyniki to =1, 3, =1 i —6. Najlepszy wynik wzrést z -1 do
3. Nie kazde dziecko jest poprawa, a D3 jest nawet gorsze od swojego lepszego, nie stanowi to btedu dziatania
algorytmu genetycznego, raczej efekt uboczny dziatania.
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B.7. Parametry, zakonczenie i pierwsze kontrole

Ponizsze wartosci wystarczajg do jednoznacznego ustalenia pierwszej wersji. Nie sg obietnicg dobrych wynikow
dla kazdego zestawu danych.

Element Wariant startowy

Licznos$¢ populacji N 40

Liczba pokolen 100

Selekcja Turniej dwéch osobnikéw

Elita 1 osobnik kopiowany bez zmian
Prawdopodobienstwo krzyzowania p, 0,8 na probe utworzenia dziecka
Prawdopodobienstwo mutacji p;, 0,3 na dziecko

Rodzaj wylosowanej mutacji Przesuniecie z szansa 0,8; wstawienie z szansg 0,2
Gdy przesuniecie nie jest mozliwe Wstawienie nowej luki

Prawdopodobienstwo mutacji 0,3 oznacza, ze kazde dziecko ma 30% szans na jedna mutacje, a nie ze
zmieniamy 30% jego bitow (!). Dopiero po podjeciu decyzji o mutowaniu wybieramy rodzaj operatora.
Prawdopodobienstwa krzyzowania i mutacji nie musza sumowac sie do 1: dziecko moze przejs¢ oba operatory
albo zaden.

Po utworzeniu i ocenieniu populacji poczatkowej wykonujemy 100 zmian pokolenia. Zwracamy najlepsze petne
dopasowanie wraz z jego SP. Mozna przechowywac osobny rekord catego uruchomienia; przy prawidtowym
elityzmie najlepszy wynik pozostaje réwniez obecny w kolejnych populacjach.

Jak odréznic¢ btad od stabej jakosci rozwigzania?

Po kazdym operatorze sprawdzamy, czy po usunieciu luk wiersz i daje doktadnie oryginalng sekwencje S;.
Kontrola samej liczby liter nie wystarcza dla reprezentac;ji tekstowej: tyle samo liter moze wystepowacé w innej
kolejnosci. Sprawdzamy takze rowne dtugosci wierszy i brak kolumn z samych luk.

Jezeli test tresci nie przechodzi, nie prébujemy naprawia¢ dziecka przypadkowymi literami ani dopisywaniem
luk na koncu. W fazie uruchamiania warto przerwaé te prébe i sprawdzi¢ przyktad, na ktérym sie pojawit.
Opisane tutaj operatory zachowujg poprawnos$¢ z konstrukcji.

Testy samej punktacji mozna zacza¢ od bardzo matych przypadkdw. Trzy wiersze ACG bez luk powinny da¢ 3 -
3 = 9 punktéw. Dopasowanie ACG/A-G/ACG powinnoda¢ 3,aACG/AG-/ACG powinnodac¢ —-1. Warto tezosobno
sprawdzi¢ poczatek luki, jej przedtuzenie, zmiane strony luki i przypadek gap—-gap.

Co ulepszac dopiero po uruchomieniu podstawy?

Mozna tworzy¢ czes¢ populacji z prostych dopasowan wyréwnanych do lewej, zamiast losowac¢ wszystkie
osobniki niezaleznie. Mozna przesuwac cate bloki luk, preferowa¢ zgodne ciecia rodzicow albo stosowac kilka
lokalnych préb poprawy po mutacji. Przy duzej liczbie kopii warto zastepowac¢ czes$¢ najstabszych osobnikéw
nowymi losowymi dopasowaniami. Kazdg takg zmiane tatwiej ocenié, gdy wersja podstawowa juz dziata i jej
operatory przechodza testy poprawnosci.

Przejscie do biatek. Reprezentacja, krzyzowanie, mutacje i selekcja pozostajg takie same. Zmieniamy ocene
par liter na odpowiednie wartosci BLOSUMG62 oraz wybieramy jeden z opisanych wczesniej modeli luk.
Analogicznie w ACO zmienia sie ocena kolumny, z ktdrej obliczana jest heurystyka. Nie trzeba od nowa
projektowaé sposobu przechowywania dopasowania.
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5. Specyfikacja projektu/sprawozdanie

Projekt wykonujg zespoty dwuosobowe. Mozna wybra¢ algorytm ACO, GA albo inng sensowng metaheurystyke,
ale niezaleznie od wyboru trzeba pokazaé, ze zespoét rozumie zardwno sam problem MSA, jak i dziatanie
zastosowanej metody optymalizacyjne;.

Wariant podstawowy projektu dotyczy sekwencji DNA i pozwala uzyskac¢ ocene do 4-4.5. Wariant rozszerzony,
pozwalajgcy dosta¢ ocene do 5.0, powinien dotyczy¢ sekwencji biatkowych, z uzyciem sensowniejszej funkcji
punktaciji, np. BLOSUM62 + kary za luki. Nalezy zaimplementowac program, ktory:

e przyjmuje zestaw sekwencji wejsciowych,

o tworzy dopasowanie wielu sekwencji,

e oceniajego jakos¢ za pomoca z géry ustalonej funkcji celu,

e poprawiarozwigzanie za pomocg wybranej metaheurystyki,

e pozwala uruchamiac¢ serie eksperymentéw dla réoznych parametrow.

(nie oczekuje, ze algorytm bedzie dziata¢ bardzo dobrze / dobrze, najwazniejsze jest jednak, aby dziatat :)
(poprawnie), byt dobrze opisany, dawat sie sensownie testowac, pokazywat jakgkolwiek poprawe jakosci
rozwigzania w zadanym czasie). Sprawozdanie powinno mie¢ dwie gtéwne czesci.

4.1. Opis problemu i algorytmu

Ta czes¢ powinna mie¢ okoto 2-3 stron i powinna by¢ napisana tak, abym madgt ocenié, czy grupa naprawde
rozumie, co implementuje :) Nie chodzi o kopiowanie definicji z internetu, tylko o wtasny, techniczny opis.
Powinny sie tam znalez¢:

e krotkie wyjasnienie, czym jest MSA i co oznacza jakos¢ dopasowania,
e definicja uzytej funkcji celu,

e sposobb reprezentacji rozwigzania w programie,

e opis wybranej metaheurystyki,

e oOpis najwazniejszych operatoréw lub krokdéw algorytmu,

e warunek stopu,

e lista najwazniejszych parametrow.

Dla ACO interesujgce bedg zwtaszcza: liczba mréwek, sposéb przechowywania feromonu, parowanie,
heurystyka lokalna, reguta wyboru ruchu. Dla GA: reprezentacja chromosomu, sposéb tworzenia populaciji
poczagtkowej, selekcja, krzyzowanie, mutacja, elityzm, itd. Ta cze$¢ ma pokazac, ze zesp6t rozumie zaréwno
problem biologiczny/informatyczny, jak i mechanike zastosowanej metaheurystyki.

4.2. Czesc¢ eksperymentalna

To ma by¢ najwazniejsza cze$¢ sprawozdania (z punktu widzenia oceny). Interesuje mnie nie tylko to, ze program
»CO0S$ liczy”, ale tez czy zesp6t potrafi przeprowadzi¢ sensowne testy i wycigga¢ wnioski. W tej czesci powinny sie
znalezc:

e oOpis zbioréw testowych,
e opis sposobu pomiaru wynikéw,
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e testy parametréw algorytmu,

e testy nardznych klasach instancji,
e wykresy lub tabele,

e komentarziwnioski.

Gtowna miara sprawozdania, czyli ocena, lezy w eksperymentach i ich prezentacji. Podstawowag miarg powinna
by¢ wartos¢ funkcji celu, czyli np. kornicowy SP-score po ustalonym limicie obliczeniowym. To jest chyba
najbardziej naturalne, bo algorytm wtasnie te wartos¢ optymalizuje. Sama koncowa wartos¢ funkcji celu nie
zawsze wystarczy, dlatego dobrze, aby w sprawozdaniu pojawity sie takze:

e sredni wynik korncowy z wielu uruchomien,

e odchylenie standardowe albo przynajmniej informacja o rozrzucie,
e najlepszy wynik,

e Srednia poprawa wzgledem rozwigzania poczatkowego,

e czas dziatania lub liczba iteracji / ocen funkcji celu.

Dla algorytmow tego typu pojedynczy eksperyment nie jest wiarygodny. Dlatego kazdy punkt na wykresie lub
kazdy wpis w tabeli powinien by¢ liczony na podstawie wielu uruchomien, np. 10 albo 20.

Jak majg wygladac testy parametrow: w sprawozdaniu powinny znalez¢ sie 2-3 testy parametrow. Nie trzeba
stroi¢ wszystkiego naraz, wystarczy wybraé¢ 2-3 najwazniejsze parametry i pokazac, jak wptywajg na wynik.

Przyktadowo dla Ant Colony Optimisation:

e liczba mréwek,

e wspotczynnik parowania feromonu,

e relacja wptywu feromonu i heurystyki,
e liczba iteracji.

Dla Genetic Algorithm:

e licznos¢ populacji,

e prawdopodobienstwo mutaciji,

e prawdopodobienstwo krzyzowania,
e poziom elityzmu.

Kazdy taki test powinien wygladaé¢ mniej wiecej tak:

e wybieramy jeden parametr,

e dlaniego sprawdzamy kilka wartosci, np. 4-6,

e pozostate parametry zostajg state w danym tescie,

e uruchamiamy algorytm na zbiorze testowym, a nie na jednej instancji (!!!),

e kazdy eksperyment powtarzamy wielokrotnie,

e raportujemy sredni wynik, ewentualnie rozrzut i wyciggamy wnioski.
Bardzo wazne: nie nalezy robi¢ wykresu ,,parametr vs wynik” na jednej instancji i wyciggac¢ z tego daleko idgcych
whnioskow (o ile jakiekolwiek by mozna...). To jest za mato wiarygodne. Parametry nalezy ocenia¢ na matym, ale
zréznicowanym zbiorze instancji.

Przy projektach realizowanych na zwyktych laptopach i w jezykach typu C++, Java, C# duzo lepiej sprawdza sie
zestaw krotszych i srednich instancji, uruchamianych wiele razy, niz jedna ogromna instancja liczona przez
wiele godzin. Praktyczne rekomendacje:
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4.2.1 Wariant dla DNA.

Do strojenia parametréow:

e male instancje: 5-6 sekwencji, dtugo$¢ 20—40,

e J$rednie instancje: 6-8 sekwencji, dtugos¢ 40-80,

e wieksze instancje: 8-10 sekwencji, dtugos¢ 80-150.
Dobrze bytoby przygotowac:

e po 5-10 instancji w kazdej klasie,

e czylitgcznie okoto 15-30 instancji do eksperymentow.

Przy takim zakresie rozsgdny jest czas rzedu:
e 10-20 s na matg instancje,
e 20-30s na srednig,
e 30-60 s na wieksza.

To nie sg wartosci jedynie stuszne, tylko rekomendacja. Chodzi o to, aby algorytm miat czas wykona¢ pewng
optymalizacje, ale zeby caty pakiet testow byt jeszcze realny do przeprowadzenia.

4.2.2 Wariant biatkowy.
Dla wersji rozszerzonej:
e 5-8sekwencji,
e dtugosci okoto 30—100 aminokwaséw,

e punktacja typu BLOSUMG62 + kara za luki.

4.3 Klasy danych testowych

Jak sensownie réznicowac klasy instanc;ji? Samo zwigkszanie liczby sekwencji i ich dtugosci to troche za mato.
Dobrze, aby w sprawozdaniu pojawity sie tez rézne klasy trudnosci. Polecam dwa proste i (chyba) sensowne

pomysty.
4.3.1. Klasy podobienstwa sekwencji

Mozna generowac dane z jednej ,,sekwencji przodka”, a potem wprowadzaé mutacje i insercje/delecje z réznym
nasileniem. Dzieki temu dostajemy klasy:

o tatwe: sekwencje bardzo podobne,
e sSrednie: umiarkowanie podobne,
e trudne: mato podobne.

To jest o tyle dobry pomyst, ze wtedy mozna pokazaé, jak jakos¢ dziatania algorytmu spada wraz ze wzrostem
»odlegtosci ewolucyjnej” miedzy sekwencjami.

4.3.2. Klasy o réznej strukturze luk
Mozna utrzymac podobng dtugos¢ i podobny poziom podobienstwa, ale zmieniaé charakter przerw:

e wiele krotkich przerw,
e nieliczne, ale dtugie bloki przerw.
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To tez daje bardzo sensowne poréwnanie, bo dla metaheurystyk przesuwanie i ustawianie dtugich blokéw przerw
bywa trudniejsze niz obstuga krétkich, rozproszonych zmian. Opcjonalnie mozna dotozy¢ trzecig klase:
sekwencje z jednym lub dwoma silnie konserwatywnymi motywami otoczonymi ,,szumem?”. Taka klasa jest
ciekawa, bo pozwala zobaczy¢, czy algorytm potrafi dobrze ustawia¢ wspodlne bloki, a nie tylko poprawia¢ wynik
globalny przypadkowymi przesunieciami.

4.4 Jak powinny wygladac¢ wykresy i tabele
Chciatbym proste i czytelne :) wykresy i tabele. Nie musi by¢ ich duzo, ale powinny by¢ sensowne. Przyktady:

e wartos¢ funkcji celu w zaleznosci od parametru,

Srednia poprawa wzgledem rozwigzania poczatkowego,

jakos¢ koncowa dla réznych klas instanciji,

przebieg zbieznosci w czasie lub po iteracjach,
e tabela sredni wynik / najlepszy wynik / odchylenie / czas.

Dobrze, jesli dla kazdego wykresu bedzie jasno napisane: jaki byt zbidr instancji, ile byto uruchomien, co
doktadnie przedstawia o$ Y, czy pokazywana jest Srednia, mediana czy najlepszy wynik. Co bedzie miato
najwiekszy wptyw na ocene:

1. poprawnoscé i kompletnos$é implementacii,
2. zrozumienie problemu i algorytmu,

3. jakosc¢ czesci eksperymentalnej,

4. sensownos¢ wnioskow.

Nie bede oceniat projektu po tym, czy usykano wysoki wynik funkcji celu. Wazniejsze jest, czy:

e dobrze zdefiniowano problem,

e zaprojektowano reprezentacje rozwigzania,

e poprawnie zaimplementowano metaheurystyke,
e przeprowadzono wiarygodne testy,

e uzasadniono swoje decyzje.

W praktyce:

e naocene 3-3.5 wystarczy dziatajacy program i podstawowy raport,

e na4-4.5potrzebne beda juz sensowne testy parametréow i poprawna analiza wynikow,

e na 5.0 oczekuje wersji biatkowej albo wyraznie ambitniejszej metodologii eksperymentéw, najlepiej z
bardzo dobrg analizg oraz starannym poréwnaniem klas instancji.

Lepiej zrobi¢ porzadnie mniejszy zakres niz probowac rozwigzywaé bardzo duze instancje bez sensownej analizy.

4.5 Inne metaheurystyki

Dozwolone, ale wtedy tez powinny spetnia¢ ogélne wymagania tutaj opisane, ktore trzeba dostosowac do
wybranego algorytmu.
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